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Tóm tắt - Dự báo phụ tải điện là một vấn đề quan trọng trong quản lý 

năng lượng lưới điện nhỏ (Microgrid - MG). Dự báo phụ tải với việc 

xem xét nhiều yếu tố tác động để nâng cao độ chính xác và đáp ứng 

cho những biến động của các yếu tố đó là vấn đề đang được quan tâm 

trong MG. Bài báo này đề xuất một phương pháp tích hợp mới để dự 

báo phụ tải ngắn hạn (STLF); Xem xét sử dụng cả chuỗi dữ liệu dài 

và ngắn của phụ tải và một số yếu tố như công suất đỉnh, nhiệt độ,… 

để dự báo nhu cầu tải hàng giờ của MG. Nhóm tác giả xem xét một 

mô hình dự đoán với nhiều yếu tố, nghiên cứu này đã tích hợp Mạng 

tích chập đồ thị (Graph Convolutional Network - GCN) vào các nút 

của mạng Wavenet. Mô hình dự báo được so sánh với các mô hình dự 

báo trước đó. Kết quả cho thấy, mô hình đề xuất của nhóm tác giả vượt 

trội hơn các mô hình dựa trên học sâu khác về RMSE và MAPE. 

 Abstract - Load forecasting is an important issue in Microgrid Grid 

(MG) energy management. Load forecasting with consideration of 

many influencing factors to improve the accuracy and response for the 

fluctuations of those factors is a concerning matter in MG. This paper 

proposes a new integrated method for short-term load forecasting 

(STLF); And consider using both long and short data series of loads and 

several factors such as peak load, temperature, etc. to forecast hourly 

load demand of MG. We consider a predictive model with many 

factors, in which there is an integration of the Graph Convolutional 

Network (GCN) into the nodes of the Wavenet network. The 

forecasting model is compared with the previous forecasting ones. The 

results show that, our proposed model is more superior than other deep 

learning-based ones in both RMSE and MAPE. 

Từ khóa - Mạng tích chập đồ thị (GCN); Wavenet; phụ tải ngắn hạn 

(STLF); Mạng nơ ron tích chập truyền thống (CNN) 

 Key words - Graph Convolutional Network (GCN); Wavenet; Short-

Term Load Forecasting (STLF); Convolutional Neural Network (CNN) 

 

1. Giới thiệu 

Hiện nay, nhu cầu phụ tải điện ngày càng gia tăng nhanh 

chóng, cùng với sự phát triển của lưới điện nhỏ (MG) [1]. 

Các mô hình MG dưới dạng lưới điện quy mô nhỏ, các mô 

hình kỹ thuật và công cụ tiên tiến được đề xuất nhằm vận 

hành tối ưu năng lượng [2]. Tầm quan trọng của việc dự báo 

nhu cầu phụ tải của người tiêu dùng càng được quan tâm. 

Bài toán dự báo phụ tải ngắn hạn (STLF) được đánh giá là 

phức tạp so với các bài toán khác. Kết quả dự báo ngắn hạn 

chính xác sẽ hỗ trợ các công tác vận hành và khai thác hệ 

thống điện được hiệu quả, thuận lợi. Nếu dự báo cho biết 

dung lượng điện được lưu trữ không đủ để hỗ trợ cho nhu 

cầu phụ tải trong tương lai, thì công ty điện lực có thể thông 

báo tình trạng này cho người dùng, qua đó giúp họ có kế 

hoạch giảm mức sử dụng điện, vì người dùng không chỉ 

muốn trả thêm tiền cho năng lượng thông thường mà còn 

muốn được các cơ quan chức năng có các chính sách ưu đãi. 

Do tính ưu việt của học sâu, nghiên cứu này xem xét một 

phương pháp được đề xuất trong [3], cụ thể là một cách tiếp 

cận kết hợp để dự báo ngắn hạn nhu cầu tải trong một mạng 

lưới điện nhỏ (MG) điển hình, là sự kết hợp của phép biến 

đổi gói wavelet tĩnh và mạng nơ-ron truyền thẳng dựa trên 

giải thuật tối ưu hóa Harris Hawks. Tối ưu hóa Harris Hawks 

được áp dụng cho mạng nơ-ron truyền thẳng như một thuật 
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toán huấn luyện thay thế để tối ưu hóa trọng số và cơ sở của 

nơ-ron. Xem xét cách tiếp cận khác trong nghiên cứu [4], 

WaveNet sử dụng mạng nơ-ron tích chập nhân quả giãn và 

bỏ qua các kết nối cổng kích hoạt trong mô hình LSTM để 

tăng tốc độ hội tụ và tránh tình trạng học quá mức. Loại kiến 

trúc học máy mới này thể hiện những ưu điểm khác nhau 

liên quan đến các thuật toán thống kê khác. 

Ngoài ra, nhiều phương pháp dự báo đã được các nhà 

nghiên cứu đề xuất để giải quyết vấn đề dự báo phụ tải. Các 

phương pháp tiếp cận này được phân loại là các phương pháp 

tiếp cận như thống kê, học tăng cường, học máy và kết hợp 

[5]. Trong nghiên cứu [6], một mô hình hồi quy tuyến tính đa 

biến đã được áp dụng để dự đoán nhu cầu tải cơ bản hàng giờ. 

Phương pháp thử được các tác giả sử dụng để xác định các cấu 

trúc phù hợp của mô hình đề xuất. Mặt khác, cách tiếp cận về 

mặt thống kê để đánh giá sai số áp dụng cho lọc dữ liêu đầu 

vào theo mô hình phân phối chuẩn được áp dụng trong nghiên 

cứu [7], dữ liệu sau khi được lọc sẽ dùng để dự báo cho phụ 

tải lưới điện ở Tp. Hồ Chí Minh. Nghiên cứu được mở rộng 

với các nghiên cứu khác gồm [8]. Trong nghiên cứu [9-10], 

một mô hình dựa trên bộ lọc Kalman đã được đề xuất để dự 

báo nhu cầu phụ tải trong ngắn hạn của hộ gia đình. Các tác 

giả cũng so sánh hiệu suất của phương pháp đề xuất với các 

phương pháp cạnh tranh hiện có. Các mô hình khác như 
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đường trung bình động tự hồi quy với các biến ngoại sinh 

(ARMAX) [11,12], đường trung bình động tích hợp tự hồi 

quy (ARIMA) [13], ARIMA theo mùa (SARIMA) [14] và 

đường trung bình động tự hồi quy sửa đổi (ARMA) [15] cũng 

được đề xuất để dự báo phụ tải ngắn hạn. Tuy nhiên, các 

phương pháp này không đủ khả năng để xử lý các đặc tính phi 

tuyến tính của tải và không chính xác. Những yếu tố này hạn 

chế ứng dụng của chúng và là những bất lợi lớn. 

Các phương pháp tiếp cận máy học và kết hợp được các 

nhà nghiên cứu coi là những kỹ thuật mạnh mẽ để xử lý các 

đặc tính phi tuyến tính của tải. Các phương pháp tiếp cận học 

máy bao gồm máy hỗ trợ vectơ (SVM) và mạng nơ-ron nhân 

tạo (ANN). Trong các nghiên cứu [16-19], STLF được thực 

hiện bằng cách áp dụng cả SVM và mô hình kết hợp dựa trên 

SVM được điều chỉnh theo mùa (SSA-SVM). Hiệu suất của 

SSA-SVM được so sánh với ANN và ANN dựa trên wavelet 

tích hợp theo mùa để cho thấy hiệu suất vượt trội của SSA-

SVM. Tương tự, một số phương pháp tiếp cận kết hợp cũng 

đã được áp dụng để dự báo phụ tải. Chúng bao gồm tối ưu hóa 

bầy đàn (PSO) dựa trên SVM [20], thuật toán di truyền (GA) 

với SVM [21], thuật toán đom đóm (FFA) SVM [22,23], thuật 

toán tối ưu hóa châu chấu (GOA) dựa trên SVM [ 24], cải tiến 

thuật toán tối ưu hóa ruồi giấm dựa trên SVM [25], dựa trên 

PSO lai và thuật toán di chuyển ngang (GTA) SVM [26], phân 

rã chế độ thực nghiệm (EMD) [27] và biến đổi wavelet (WT) 

[28] với PSO-SVM. Máy hỗ trợ vectơ bình phương tối thiểu 

(LSSVM) là một loại SVM cải tiến cũng đã được áp dụng để 

dự báo phụ tải. Trong nghiên cứu [29], các tác giả sử dụng 

LSSVM và LSSVM với PSO cho STLF. Các phương pháp đề 

xuất được so sánh với các cách tiếp cận thông thường để 

chứng minh tính hiệu quả của các phương pháp đề xuất. Một 

WT lai với tối ưu hóa ruồi giấm (FFO) và thuật toán LSSVM 

dựa trên cá nhà táng đã được đề xuất trong nghiên cứu [30,31] 

cho STLF. Hiệu suất vượt trội của các phương pháp được đề 

xuất chứng tỏ kết quả của công việc được trình bày. 

Mạng tích chập đồ thị là các khối xây dựng để học dữ liệu 

có cấu trúc đồ thị [32]. Chúng được áp dụng rộng rãi trong các 

lĩnh vực như nút nhúng [33], phân loại nút [34], phân loại đồ 

thị [35], dự đoán liên kết [36] và phân cụm nút [37]. Có hai xu 

hướng chính của mạng tích chập đồ thị, phương pháp tiếp cận 

dựa trên quang phổ và phương pháp tiếp cận dựa trên không 

gian. Nhóm tác giả cũng xem xét cách tiếp cận áp dụng mô 

hình Graph – Wavenet vào dự báo trong tài liệu [38]. 

Dựa trên các tài liệu tham khảo, các phương pháp máy 

học và kết hợp có một số nhược điểm như khó khăn trong 

việc lựa chọn tham số và lựa chọn các biến đầu vào không 

rõ ràng. Do đó, nhằm thực hiện đánh giá tác động của nhiều 

yếu tố lên phụ tải, bài báo này đề xuất một phương pháp tiếp 

cận STLF cải tiến bằng cách sử dụng tích hợp GCN vào các 

nút của mạng Wavenet. Phương pháp đề xuất đã được so 

sánh với một số mô hình cạnh tranh khác chỉ thực hiện dựa 

trên một yếu tố là phụ tải (bao gồm: ANN, LSTM, CNN-

LSTM, Wavenet), để chứng minh hiệu quả của kỹ thuật. 

2. Giải thuật đề xuất 

2.1. Xác định vấn đề 

Trong bài báo này, mục tiêu dự báo là dự báo phụ tải 

theo ngày dựa vào dữ liệu phụ tải lịch sử, công suất đỉnh 

và nhiệt độ thuộc khu vực Tp. Hồ Chí Minh. 

Định nghĩa 1: Mạng lưới các loại dữ liệu theo thời gian 

(ngày) G. Nhóm tác giả sử dụng đồ thị không trọng số 

G=(V,E) để mô tả cấu trúc tôpô của mạng lưới dữ liệu theo 

các điểm thời gian trong năm và nhóm tác giả coi mỗi điểm 

thời gian là một nút. Trong đó, V là tập hợp các nút điểm 

thời gian, V={v1,v2,···,vN}, N là số nút và E là tập các cạnh. 

Ma trận kề A được sử dụng để biểu diễn kết nối giữa các 

loại dữ liệu, A ∈ RN×N. Ma trận kề chỉ chứa các phần tử của 

0 và 1. Phần tử là 0 nếu không có liên kết giữa các điểm 

thời gian và 1 biểu thị là có liên kết. 

Định nghĩa 2: Ma trận đặc trưng XN×P. Nhóm tác giả coi 

thông tin dữ liệu trên mạng lưới điểm thời gian là đặc điểm 

thuộc tính của nút trong mạng, được biểu thị bằng X ∈ RN×P. 

Trong đó, P đại diện cho số đặc điểm thuộc tính nút (độ dài 

của chuỗi thời gian lịch sử) và Xt ∈ RN×i được sử dụng để biểu 

thị tốc độ trên mỗi con đường tại thời điểm i. Một lần nữa, các 

đặc điểm thuộc tính nút có thể là bất kỳ thông tin dữ liệu nào 

như phụ tải, công suất đỉnh theo ngày, nhiệt độ, thời tiết. 

Vì vậy, bài toán dự báo phụ tải với mô hình không gian-

thời gian có thể được coi là học hàm ánh xạ f trên cơ sở cấu 

trúc liên kết mạng đường bộ G và ma trận đặc trưng X và 

sau đó tính toán thông tin phụ tải trong T thời điểm tiếp 

theo, như thể hiện trong phương trình (1): 

  ( )( )1 1, , ; , , ,t t T t n t tX X f G X X X+ + − −=   (1) 

Trong đó, n là độ dài của chuỗi thời gian lịch sử và T là độ 

dài của chuỗi thời gian cần được dự đoán. 

 

Hình 1. Mô hình tổng quan Mạng chuyển đổi đồ thị và  

mô hình Gated Recurrent Units 

2.2. Lớp tích chập đồ thị 

Có được sự phụ thuộc không gian phức tạp là một vấn 

đề then chốt trong dự báo phụ tải. Mạng nơ ron tích chập 

truyền thống (CNN) có thể thu được các đặc trưng không 

gian cục bộ, nhưng nó chỉ có thể được sử dụng trong không 

gian Euclid. Gần đây, việc tổng hợp CNN thành mạng tích 

chập đồ thị (GCN), có thể xử lý dữ liệu có cấu trúc đồ thị tùy 

ý, đã nhận được sự quan tâm rộng rãi. Tích chập đồ thị là 

một tiến trình cần thiết để trích xuất các tính năng của một 

nút dựa trên thông tin cấu trúc của nó. Ưu điểm của phương 

pháp này là một lớp tổng hợp, bộ lọc của nó được nội bộ hóa 

trong không gian và nó hỗ trợ các đầu vào đa chiều. Gọi 
N NA R   biểu thị ma trận chuẩn hóa với các vòng lặp, 
N DX R   biểu thị tín hiệu đầu vào, N MZ R   biểu thị đầu 

ra, và D MW R   biểu thị ma trận tham số mô hình [34] và 

trong [38, 39] đã đề xuất một lớp tích chập khuếch tán chứng 

tỏ có hiệu quả trong mô hình không gian-thời gian. Họ đã 

mô hình hóa quá trình khuếch tán của tín hiệu đồ thị với K 

bước hữu hạn. Nhóm tác giả tổng quát hóa lớp tích chập 
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khuếch tán thành dạng công thức (2), kết quả là, 

0

K
k

k

k

Z P XW
=

=            (2) 

Trong đó, Pk biểu diễn chuỗi lũy thừa của ma trận chuyển 

tiếp. Trong trường hợp đồ thị vô hướng, P = A/rowsum(A). 

Trong trường hợp đồ thị có hướng, quá trình khuếch tán có 

hai hướng, hướng tới và hướng lùi, trong đó ma trận chuyển 

tiếp Pf = A/rowsum(A) và ma trận chuyển tiếp ngược  

Pb = AT/rowsum(AT). Với ma trận chuyển tiếp tiến và lùi, 

lớp tích chập của đồ thị khuếch tán được viết dưới dạng 

1 2

0

K
k k

f k b k

k

Z P XW P XW
=

= +         (3) 

2.3. Lớp tích chập thời gian 

Có được sự phụ thuộc vào thời gian là một vấn đề quan 

trọng khác trong dự báo phụ tải. Hiện tại, mô hình mạng nơ 

ron được sử dụng rộng rãi nhất để xử lý dữ liệu tuần tự là 

mạng nơ ron tuần hoàn (RNN). Tuy nhiên, do những khiếm 

khuyết như suy giảm gradient và bùng nổ gradient, mạng 

nơron tuần hoàn truyền thống có những hạn chế đối với dự 

đoán dài hạn [40]. Mô hình LSTM [41] và mô hình GRU 

[42] là các biến thể của mạng nơ-ron tuần hoàn và đã được 

chứng minh là có thể giải quyết các vấn đề trên. Các nguyên 

tắc cơ bản của LSTM và GRU gần giống nhau [43] tất cả 

đều sử dụng cơ chế gated (cổng) để ghi nhớ càng nhiều thông 

tin lâu dài càng tốt và hiệu quả như nhau cho các nhiệm vụ 

khác nhau. Tuy nhiên, do cấu trúc phức tạp nên LSTM có 

thời gian huấn luyện lâu hơn trong khi mô hình GRU có cấu 

trúc tương đối đơn giản, ít tham số hơn, khả năng huấn luyện 

nhanh hơn. Do đó, nghiên cứu này đã chọn mô hình GRU để 

thu được sự phụ thuộc theo thời gian từ dữ liệu phụ tải. 

 

Hình 2. Kiến trúc của mô hình Gated Recurrent Unit 

Như trong Hình 2, ht-1 biểu thị trạng thái ẩn tại thời điểm 

t-1; xt là thông tin dữ liệu vào tại thời điểm t; rt là cổng thiết 

lập lại, được sử dụng để kiểm soát mức độ bỏ qua thông tin 

trạng thái tại thời điểm trước đó; ut là cổng cập nhật, được sử 

dụng để kiểm soát mức độ mà thông tin trạng thái tại thời điểm 

trước đó được đưa vào trạng thái hiện tại; ct là nội dung bộ 

nhớ được lưu trữ tại thời điểm t; và ht là trạng thái đầu ra tại 

thời điểm t. GRU nhận được trạng thái phụ tải tại thời điểm t 

bằng cách lấy trạng thái ẩn tại thời điểm t-1 và thông tin phụ 

tải hiện tại làm đầu vào. Trong khi nắm bắt thông tin tại thời 

điểm hiện tại, mô hình vẫn giữ được xu hướng thay đổi của 

thông tin lịch sử và có khả năng nắm bắt phụ thuộc thời gian. 

2.4. Mạng chuyển đổi đồ thị thời gian 

Để nắm bắt đồng thời sự phụ thuộc không gian và thời 

gian từ dữ liệu phụ tải, nhóm tác giả đề xuất mô hình mạng 

tích chập đồ thị thời gian (T-GCN) dựa trên mạng tích chập 

đồ thị và các đơn vị định kỳ định mức. Như trong Hình 3, 

bên trái là quá trình dự đoán phụ tải theo không gian-thời 

gian, bên phải là cấu trúc cụ thể của một ô T-GCN. Quy 

trình tính toán cụ thể như hình bên dưới. f(A,Xt) đại diện 

cho quá trình tích chập đồ thị; W và b đại diện cho trọng số 

và độ lệch trong quá trình huấn luyện. 

( )( )1, ,t u t t uu W f A X h b−= +          (4) 

( )( )1, ,t r t t rr W f A X h b−= +          (5) 

( ) ( )( )1tanh , ,t c t t t cc W f A X r h b−=  +        (6) 

( )1 1t t t t th u h u c−=  + −           (7) 

Tóm lại, mô hình T-GCN có thể xử lý với sự phụ thuộc 

không gian phức tạp và thời gian biến động. Một mặt, mạng 

tích chập đồ thị được sử dụng để nắm bắt cấu trúc tôpô của 

mạng lưới đường đồ thị để thu được sự phụ thuộc vào 

không gian. Mặt khác, đơn vị định kỳ được sử dụng để nắm 

bắt sự biến đổi động của thông tin phụ tải trên các điểm 

thời gian trong năm để có được sự phụ thuộc theo thời gian 

và cuối cùng thực hiện các nhiệm vụ dự báo phụ tải. 

 

Hình 3. Phần bên phải đại diện cho kiến trúc cụ thể của 

một đơn vị T-GCN và GC đại diện cho tích chập của đồ thị 

2.5. Mạng Wavenet 

Mô hình thặng dư thay vì chỉ ánh xạ dữ liệu đầu vào x 

thành đầu ra hàm H (x) là ŷ , ánh xạ kịch bản từ khối dư 

trước đó  ( ), if x W  với Wi là trọng số đã học và độ lệch so 

với khối dư được xem xét. Do đó, đầu ra của khối dư có thể 

được biểu thị bằng: 

( )  ( ), iH x f x W x= +          (8) 

Hơn nữa, vì sử dụng phần dư xếp chồng lên nhau, đầu 

ra của phần dư có thể được biểu diễn dưới dạng: 

( )0 1 1

1

,
K

K i i

i

x x f x W− −

=

= +          (9) 

xK là đầu ra của khối dư K, x0 là đầu vào của mạng dư 

và ( )1 1,i if x W− −
 là kết quả đầu ra và trọng số tương ứng của 

các khối dư trước đó. 

Ngoài ra, bỏ qua kết nối và cổng kích hoạt được áp dụng 

cho mạng để tăng tốc độ hội tụ và tránh học quá mức. Quá 

trình kết nối dự phòng và bỏ qua cổng kích hoạt được thể 

hiện trong Hình 4. 

Các cổng kích hoạt được lấy cảm hứng từ lớp LSTM, 

với tanh and sigmoid (σ) hoạt động như bộ lọc đã học và 

cổng đã học, tương ứng. Việc sử dụng các kích hoạt có 

kiểm soát đã được chứng minh là hoạt động tốt hơn so với 

việc sử dụng các kích hoạt ReLU trong dữ liệu chuỗi thời 

gian [4]. Đầu ra của tích chập giãn nở với các kích hoạt 

định mức có thể được biểu thị như sau: 
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( ) ( )tanh , ,f gz k x k x=            (10) 

Trong đó, wf và wg lần lượt là bộ lọc đã học và cổng đã học. 

tanh sigmoid

Dilated Conv

1x1

Causal Conv

Input

ReLU

1x1

ReLU

1x1

Flatten last output

Output

 

Hình 4. Tổng quan về khối tích chập và chức năng cổng kích hoạt 

2.6. Tích hợp GCN-Wavenet 

Dữ liệu đầu vào được xử lý qua phần trên cùng, nơi 

thông tin đã học được từ các bước trước đó, trong trường 

hợp này là các hyperparameter đã được xử lý qua thuật toán 

GCN. Thông tin này được đưa qua ba cổng chính, lần lượt 

là cổng quên, cổng đầu vào và cổng đầu ra, để quyết định 

trạng thái của trạng thái nạp vào hay xoá đi của trạng thái 

ẩn. Sau khi định cấu hình cấu trúc của Mạng GCN-

Wavenet, tập hợp trọng số của GCN-Wavenet sẽ được điều 

chỉnh bởi một thuật toán huấn luyện để giảm thiểu lỗi. Sự 

đại diện của tác nhân tìm kiếm và việc lựa chọn thích hợp 

hàm mục tiêu là những yếu tố quan trọng. 

2.6.1. Mô hình đề xuất 

tanh sigmoid

TCN-a

GCN

Linear

Input

ReLU

Linear

ReLU

Linear

Output

TCN-b

Residuals k layers 

 

Hình 5. Mô hình tích hợp GCN để tính toán tối ưu hóa cho 

mạng GCN-Wavenet 

Nhóm tác giả trình bày khung của Graph WaveNet 

trong Hình 5. Nó bao gồm các lớp không gian-thời gian 

xếp chồng lên nhau và một lớp đầu ra. Lớp không gian-thời 

gian được xây dựng bởi lớp tích chập đồ thị (GCN) và lớp 

tích chập thời gian (Gated TCN) bao gồm hai lớp chập thời 

gian song song (TCN-a và TCN-b). Bằng cách xếp chồng 

nhiều lớp không gian-thời gian, Graph WaveNet có thể xử 

lý các phụ thuộc không gian ở các mức thời gian khác nhau. 

Ví dụ: ở lớp dưới cùng, GCN nhận thông tin thời gian ngắn 

hạn trong khi ở lớp trên cùng xử lý thông tin thời gian dài 

hạn. Các đầu vào h cho một lớp tích chập đồ thị ba chiều 

với kích thước [N, C, L], trong đó N là số nút, và C là kích 

thước ẩn, L là độ dài chuỗi. Nhóm tác giả áp dụng lớp tích 

chập đồ thị cho mỗi h [:,:, i] ∈ RN×C. 

Mục tiêu đào tạo của Graph WaveNet, cho ra ( ) ( )1 :ˆ t t T
X

+ +
 

tổng thể mà không phải tạo ra ( )ˆ t
X  một cách đệ quy thông 

qua T bước, được xác định bởi: 

( ) ( )( ) ( ) ( )1 :

1 1 1

1ˆ ˆ;
j Nt T k D

t t T t i t i

jk jk

t j k

L X X X
TND

== =
+ + + +

= = =

 = −   (11) 

Các tham số này được đưa vào cho mạng training với 

70% dataset và mạng testing với 30% dataset. 

2.6.2. Tập dữ liệu 

Để thực hiện mô phỏng cho phương pháp được đề xuất, 

bộ dữ liệu được dùng là từ một khu vực phụ tải điện ở TP. 

Hồ Chí Minh. 

 

Hình 6. Dữ liệu phụ tải điện và nhiệt độ trong 1 tuần ở  

tp. Hồ Chí Minh 

Để giải quyết bài toàn dự đoán phụ tải, các yếu tố ảnh 

hưởng đến tiêu thụ điện năng khi được đưa vào xem xét 

ngoài tính chu kì của nhu cầu còn có yếu tố về mặt thời tiết 

như độ bức xạ mặt trời, tốc độ và cường độ gió trong ngày; 

các yếu tố về thời gian như các dịp lễ hội hay chỉ các yếu 

tố về chỉ số kinh tế sẽ đóng vai trò quan trọng trong việc 

dự báo tải trọng một cách chính xác. Tuy nhiên, việc thu 

thập các yếu tố bên ngoài kể trên rất phức tạp, số liệu thu 

thập thường được biểu hiện dưới dạng chuổi thời gian liên 

tục và tuần hoàn trong ngày. Do đó, trong nghiên cứu này 

thực hiện đánh giá dữ liệu theo mốc thời gian. 

Dữ liệu thô trước khi được đưa vào phương pháp đề 

xuất sẽ được xử lý, bao gồm các bước như kiểm tra và thay 

thế các giá trị rỗng dựa trên thông tin về các giá trị xung 

quanh, tách tập dữ liệu thành phần dữ liệu huấn luyện và 

dữ liệu kiểm chứng cũng như chuẩn hoá dữ liệu đầu vào. 

Trong công việc này, các tác nhân tìm kiếm GCN được mã 

hóa dưới dạng vectơ thuộc khoảng [-1, 1]; quá trình chuẩn 

hoá dữ liệu, phương trình nền tảng được dùng là: 

( )

( ) ( )

min

max min

i

i

x x
z

x x

−
=

−
         (12) 

x = x1,..., xn và zi là dữ liệu chuẩn hóa thứ i. 

3. Kết quả và thảo luận 

3.1. Đánh giá hiệu suất mô hình 

Để đánh giá hiệu suất mô hình, nhóm tác giả so sánh 

mô hình này với các mô hình dựa trên học sâu trước đó 

hoạt động rất tốt trong trường hợp STLF. Những mô hình 

đó được tham khảo từ [16] mô hình 1 sử dụng mạng ANN 

thuần tuý, (Mô hình 2), sử dụng LSTM xếp chồng và [10] 

(Mô hình 3) kết hợp lớp CNN và LSTM; mô hình 4 sử dụng 

mạng Wavenet [4]. Cấu hình của mỗi mô hình so sánh 
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giống hệt với các bài báo đã xuất bản. 

Trong giai đoạn thử nghiệm, tất cả các mô hình được đánh 

giá với ba số liệu khác biệt thường được sử dụng, sai số bình 

phương trung bình gốc (RMSE) và sai số phần trăm tuyệt đối 

trung bình (MAPE). MAPE giống hệt MAP nhưng nó sử dụng 

tỷ lệ giữa sự khác biệt với tải thực tế trong khi RMSE là một 

số liệu khác có xu hướng có giá trị cao hơn so với các số liệu 

khác. Giá trị cao hơn là kết quả của các chỉ số, hiệu suất của 

mô hình càng kém. Các chỉ số đó được định nghĩa như sau: 

( )
2

1

1
ˆ

N

i i

I

RMSE y y
N =

= −          (13) 

1

ˆ1 N
i i

i i

y y
MAPE

N y=

−
=            (14) 

3.2. Dự báo phụ tải 

Bảng dưới đây hiển thị hiệu suất của các mô hình đề 

cập ở trên. Mô hình đề xuất hoạt động tốt hơn các mô hình 

khác ở hầu hết các tiêu chí, trong đó hệ số RSME và MAPE 

thể hiện rõ sự ưu việt của phương pháp được đề xuất. Trong 

đó, mô hình được đề xuất cho các số liệu thấp hơn rất nhiều 

so với các phương pháp được so sánh (ít nhất là % so với 

phương pháp tiếp theo). 

Bảng 1. Kết quả dự báo 

Model RMSE MAPE (%) Thời gian (giây) 

ANN 1509,5 6,34 216 

LSTM 730,87 4,96 335 

CNN-LSTM 359,18 2,08 478 

Wavenet 326,47 1,85 884 

GCN-Wavenet 236,90 1,34 1158 

Các thuật toán được thử nghiệm trên môi trường máy PC với 

cấu hình cơ bản (CPU 8 core, 16GB RAM, không có card đồ 

họa); và ngôn ngữ sử dụng là Python (với bộ thư viện tensorflow, 

sklearn, keras, stellargraph). Các phương pháp thực nghiệm được 

ghi nhận thời gian thực hiện tương ứng như ở Bảng 1. 

Theo kết quả thể hiện ở Bảng 1, mô hình dự báo sử 

dụng ANN cho kết quả sai số cao nhất. Mô hình LSTM và 

dạng tích hợp CNN-LSTM cho sai số MAPE cải thiện hơn 

lần lượt là 4,96% và 2,08%. Kết quả khi áp dụng mô hình 

Wavenet có sự cải thiện rõ rệt. Cụ thể là mô hình Wavenet 

cơ bản thì MAPE đã giảm xuống dưới 2 là 1,85. Nhưng 

Wavenet cơ bản vẫn còn khá cao với RMSE là 326,47. Giải 

thuật đề xuất GCN-Wavenet, kết quả cải thiện rõ rệt với 

MAPE là 1,34% và RMSE là 236,90. 

Hơn nữa, kết quả dự báo thể hiện qua đồ thị được thể 

hiện ở các Hình 7-11. Mỗi hình hiển thị dữ liệu thực tế 

(màu xanh) và dữ liệu dự báo (màu đỏ). Phương pháp được 

đề xuất (GCN-Wavenet) cho thấy, sự chính xác tốt hơn khi 

thể hiện trên đồ thị, kết quả dự báo và dữ liệu thực tế gần 

như trùng khớp nhau. Các phương pháp khác có sai số lớn, 

đồ thị cho thấy sai lệch giữa 2 dữ liệu lớn. 

4. Kết luận 

Có thể thấy, từ các kết quả nêu trên, khi sử dụng thuật 

toán GCN cho mạng GCN-Wavenet, hiệu năng của mạng 

được phát triển đáng kể, với các thông số MAPE và RMSE 

vượt trội (Bảng 1). Tuy nhiên, một nhược điểm hiện tại của 

nghiên cứu đó là thuật toán khi sử dụng tốn rất nhiều tài 
 

 

Hình 7. Đồ thị thể hiện giá trị thực tế với phương pháp được  

đề xuất kết hợp mạng GCN-Wavenet 

 

Hình 8. Đồ thị thể hiện giá trị thực tế với phương pháp được 

đề xuất kết hợp mạng Wavenet 

 

Hình 9. Đồ thị thể hiện giá trị thực tế với phương pháp mạng 

Neuron nhân tạo (ANN) 

 

Hình 10. Đồ thị thể hiện giá trị thực tế với  

phương pháp mạng CNN-LSTM 

 

Hình 11. Đồ thị thể hiện giá trị thực tế và phương pháp mạng LSTM 
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nguyên tính toán cũng như tốn nhiều thời gian hơn các 

phương pháp được so sánh. Đồng thời, việc áp dụng mô 

hình phân tích đồ thị – thời gian với các yếu tố tác động 

cần chọn lọc nhiều, chưa thể hiện được hết các tương quan 

mong muốn. Trong tương lai, nghiên cứu sẽ tập trung 

hướng nghiên cứu vào mở rộng thuật toán để có thể cùng 

lúc xử lý tối ưu hoá nhiều trị số cũng như giảm thiểu sự hao 

tốn tài nguyên tính toán của phương pháp, trong khi vẫn 

giữ nguyên hoặc cải tiến hiệu năng của chương trình. 
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